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RESUMO

Estimar a demanda futura por energia elétrica possibilita a determinacdo da capacidade de geracdo
necessdaria para atender os consumidores de maneira adequada, fornecendo energia com qualidade,
seguranca e confiabilidade, observando-se o menor custo possivel. Neste contexto, o presente projeto propde
a utilizacdo de Redes Neurais Artificiais (RNA’s) para realizar a previsao do consumo de uma instalagao
elétrica, considerando-se um horizonte de tempo em curto prazo (até 24 horas a frente). Inicialmente, as
RNA'’s estdo sendo implementadas utilizando a toolbox para RNA’s do software Matlab, em que a variagéo
de parametros como numero de neurdnios e camadas em suas estruturas é necessaria para definir o modelo
gue mais se adequa ao problema. Como objeto de estudo, estd em avaliacdo o perfil de consumo do campus
Formiga do IFMG, o qual possui grande varia¢éo ao longo do dia devido as particularidades existentes em
uma instituicdo de ensino com diferentes cursos, cujos horéarios e necessidades sao diferentes. Sendo assim,
estdo sendo coletadas informacdes provenientes do sistema de gerenciamento de energia fotovoltaica,
instalado no préprio campus, como banco de dados para teste das implementacfes. Destaca-se que, dentre
as informacdes disponiveis, as variaveis consideradas como potenciais fatores impactantes na demanda de
energia sdo: dia da semana, hora do dia, temperatura ambiente, nivel de tenséo, irradiacdo solar, velocidade
do vento e valores histéricos de consumo. Sendo assim, foram definidas as variaveis de entrada para as
RNA’s implementadas, sendo que a saida é estabelecida pelas correntes demandadas do sistema. Como
testes iniciais, considerando-se que 70% dos dados coletados séo utilizados para treinamento das redes,
obtiveram-se resultados satisfatorios, visto que os erros médios quadraticos entre os valores reais e os
previstos encontram-se na ordem numérica de 0,01. Vale destacar que, a implementacéo final do projeto,
prevé a medicdo do consumo total da instalacdo, ou seja, ndo apenas o que € demandado pelo sistema
fotovoltaico. Sendo assim, um sistema de aquisicdo de dados sera montado na entrada de energia do campus
com o objetivo de obter uma estimativa completa do consumo.

INTRODUCAO:

Qualquer pessoa fisica ou juridica, que solicite o fornecimento de energia elétrica ou o uso do sistema de
alguma concessionaria de energia, € denominada como unidade consumidora e assume a responsabilidade
pelo pagamento das faturas e demais obrigacdes fixadas em normas e regulamentos da ANEEL (Agéncia
Nacional de Energia Elétrica), vinculando-se a contratos de fornecimento, de adesao e de utilizacdo (ANEEL,
2021). A demanda por energia elétrica desses consumidores, no entanto, varia ao longo do tempo de acordo
com diversos fatores, tais como a localizagao geografica, finalidade de utilizagcao (residéncia, comércio ou
industria), perturbacdes causadas pela carga ao sistema, tarifacdo, tensdo de fornecimento, eventos
televisivos, umidade do ar, luminosidade, temperatura, etc. (MARQUES, 2014).

Tendo em vista que a eletricidade deve ser gerada em tempo real, a previsdo da carga demandada pelos
consumidores é de fundamental importancia para a definicdo das unidades geradoras necessarias para
garantir o suprimento de energia. Além disso, previsfes sobre o consumo, em um determinado horizonte
temporal, podem auxiliar na manutencao da qualidade da energia fornecida, além de garantir a eficiéncia da
operacdao e do planejamento de sistemas elétricos de poténcia (BOU; et. al, 2014). Superestimar a demanda
de energia elétrica pode gerar um nivel desnecessério de fornecimento de reserva operacional e na compra
excessiva de energia. Outra preocupacao envolvida esta relacionada com os possiveis desperdicios de
investimento, dados pela constru¢do de centrais elétricas em excesso. Por outro lado, subestimar esta
demanda pode resultar em uma operacao arriscada e em poténcia ndo suprida, fazendo com que o sistema
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opere em regido vulneravel a perturbagGes e com uma preparacéo insuficiente de reserva operacional (FAN;
HYNDMAN, 2012).

Geralmente, a previsdo de carga é realizada em intervalos horarios, diarios, semanais e anuais, estimando-
se a demanda do sistema e seu respectivo valor maximo. Neste contexto, pode-se dizer que as previsdes sao
classificadas como de curto, médio, e de longo prazo, dependendo do horizonte de tempo (ANTUNES; et. al,
2013). Métodos baseados em séries de dados estatisticos eram comumente utilizados para realizar estas
previsées. No entanto, com o desenvolvimento das ferramentas de inteligéncia computacional, modelos
implementados por Redes Neurais Artificiais (RNAS) se caracterizaram por resultados mais adequados para
este tipo de problema, dependendo da quantidade e qualidade dos dados disponiveis (CHANG-IL; et. al,
2002).

Neste contexto, tendo como base a importancia de realizar previsbes da demanda de energia dos
consumidores, e também nos métodos mais adequados para esta finalidade, pretende-se, com o presente
projeto de pesquisa, utilizar os conceitos de RNAs para realizar a previsdo da demanda de curto prazo de
instalacdes de um consumidor especifico. Para tal, serdo considerados os efeitos da temperatura, dia da
semana, horario e valores passados de demanda, os quais serdo medidos e utilizados como varidveis de
entrada para diversas estruturas de RNAs, implementadas com o auxilio de toolbox do software MATLAB.

METODOLOGIA:

Para que seja possivel elaborar um modelo capaz de prever o consumo de uma instalagdo elétrica, é
necessario que seja realizado, previamente, um estudo sobre as principais metodologias utilizadas em
modelos de previsdo de carga, podendo citar os estudos disponiveis em (GUIRELLI, 2006; FIGUEIREDO,
2009; BRAGA, 2010; FERNANDES et. al., 2021). Dentre as metodologias, destacam-se aquelas que utilizam
conceitos de inteligéncia computacional, especificamente as RNAs, as quais séo inspiradas no funcionamento
do sistema nervoso dos seres vivos. Tais modelos possuem a capacidade de aquisicdo e manutencédo do
conhecimento através de um conjunto de unidades de processamento, caracterizadas por neurdnios
artificiais, que séo dispostas em uma ou mais camadas interligadas por um determinado nimero de conexdes,
conforme mostrado na Figura 1. Na maioria dos modelos, estas conexfes estdo associadas a pesos com a
funcdo de armazenar o conhecimento e servir para ponderar variaveis recebidas na entrada de cada neurdnio
da RNA (FURTADO, 2019).

Neuronios
de saida

Entradas Saidas

Neuronios
Intermediarios

Figura 1: Representacdo de uma RNA com multiplas camadas.
Fonte: FURTADO, 2019.
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A estrutura de uma rede neural pode se modificar de diversas formas, conforme a necessidade de aplicacao.
Basicamente, pode-se variar trés aspectos principais: o niumero de neurdnios e/ou camadas intermediarias
(arquitetura), o método de determinacdo dos pesos das conexdes (algoritmo de treinamento ou
aprendizagem) e a funcéo para ativacdo das saidas de cada camada da rede. Sendo assim, basta definir

adequadamente as variaveis de entrada e saida do problema em analise e variar os parametros do modelo
com o objetivo de obter os melhores resultados possiveis.

A principio, as variaveis de entrada para os modelos de previsao de carga, considerando-se seus efeitos na
demanda de energia, foram definidas: dia da semana, hora do dia, temperatura ambiente, nivel de tensao,
irradiagao solar, velocidade do vento e valores histéricos de consumo. Como saida, considerou-se a previsao
da corrente demandada por um sistema fotovoltaico instalado no campus Formiga do IFMG, o qual possui um
sistema para gerenciamento da energia fotovoltaica através de inversores da fabricante GOODWE e
miniestacdo meteoroldgica. Tais informacdes sdo disponibilizadas pelo site da GOODWE que permite, apés
login com as credenciais da instalagdo, exportar relatérios contendo os dados de interesse para um
determinado intervalo de tempo. Uma vez definido o intervalo de tempo a ser analisado, os dados extraidos
da instalacdo devem ser organizados de forma a adequa-los para entrada e saida a serem utilizados nas
RNA’s implementadas na toolbox Neural Network Training do Matlab. A Figura 2 ilustra a interface de
utilizacdo da referida toolbox.

4\ Neural Network Training (nntraintocl) — O e

Neural Network

Algorithms
Data Division: Random (dividerand)
Training: Levenberg-Marquardt (trainlm)

Performance: Mean Squared Error  (mse)
Calculations:  MEX

Progress

Epoch: 0 4 iterations 5000

Time: 0:00:00 \
Performance: 0.695 3.48e-18 1.00e-10
Gradient: 2.67 5.53e-09 1.00e-07

Mu: 0.00100 1.00e-07 1.00e+10 | )
Walidation Checks: 0 5 6

Plots

(plotperform)
Training State (plottrainstate)

Regression (plotregression)

Plot Interval: ' 1 epochs

v Performance goal met.

@ Stop Training @ Cancel

Figura 2: Neural Network Training Toolbox.
Fonte: Autores, 2022.

RESULTADOS E DISCUSSOES:

Os resultados iniciais obtidos podem ser visualizados pela Figura 3, ilustrada a seguir. Neste caso, o grafico
de saida (direita da Figura 3) representa as correntes reais (curva em laranja) de cada fase do sistema
fotovoltaico e respectivos valores estimados pela rede (curva em azul) em sua fase de validacao. Nota-se que
as formas de onda sé@o semelhantes e existe a possibilidade da ocorréncia de overfitting, que € um fenémeno
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caracterizado pela memorizagdo do comportamento das varidveis de entrada pela rede, reduzindo a
capacidade de adaptacdo a pequenas variacbes dos padrdes de entrada (outros dados). No entanto, os
resultados se referem apenas a um modelo de RNA definido de forma empirica com os parametros
especificados na Tabela 1 e, para a implementacéo final do trabalho, sera considerada a aplicacdo do modelo
em conjuntos de dados diferentes para verificar a necessidade de inserir técnicas de regularizacao, alteracdes
na arquitetura e demais parametros da rede neural para evitar o overfitting.

Tabela 1: Especificacdo do Modelo da RNA Implementada.

Descri¢do do Parametro

Especificacao

Numero de camadas intermediarias
Numero de neurbnios em cada camada
Ndmero maximo de épocas (iteracdes)
Numero de dados de treinamento/teste

Numero de dados de validagéo
Tolerancia
Funcéo de ativagéo
Algoritmo de Treinamento

3
10
5000
21
594
0.01
Log-Sigmoide/Linear
Levenberg-Marquardt

Fonte: Autores, 2022.

trive

Os resultados apresentados indicam um bom comportamento para a rede implementada, sendo que a
performance do modelo pode ser verificada pela analise de métricas de validacdo. A Figura 4 demonstra a
evolucéo do erro quadratico médio (MSE) entre os valores reais e 0s previstos ao longo das iteracdes (épocas)
de execucdo da RNA. Nota-se que, ao final da Ultima época, o MSE para os 70% de dados especificados
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Figura 3: Resultados iniciais de modelo RNA para previsdo de carga (proprio autor, 2022).

Fonte: Autores, 2022.
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para treinamento € da ordem de 0,0001, enquanto os resultados de validagdo indicam MSE da ordem de 0,01,
considerado satisfatério.
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Figura 4. Performance do modelo de RNA para pre\}iséo de carga (préprio autor, 2022).
Fonte: Autores, 2022.

CONCLUSOES:

Neste trabalho foram apresentados os resultados parciais deste projeto de pesquisa, o qual objetiva a
implementacéo de redes neurais artificiais para a previsao de cargas elétricas. Foi possivel desenvolver
modelos basicos de RNAs em ambiente Matlab, os quais se mostraram eficientes para a solugdo dos
problemas adotados como objeto de estudo, ou seja, informagdes provenientes do sistema de gerenciamento
de energia fotovoltaica do campus Formiga do IFMG.

Espera-se, com a implementagdo completa do projeto, realizar aplicacdo das RNAs para prever o consumo
de energia, em um horizonte de curto prazo, considerando que a demanda ndo seja definida apenas pelas
correntes solicitadas pelo sistema fotovoltaico da instalacdo e sim pelo quadro de distribuicdo geral do
campus. Para tal, deve-se associar as informacdes disponiveis pelo pelos inversores a um sistema de
aquisicao de dados auxiliar em desenvolvimento.
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